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Introducción

¿Qué puedo hacer con una imagen?

Hay un gato.
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(millones de sumas 
y multiplicaciones 

después…)

(y muchos kWh 
gastados después...)

(y mucho tiempo 
después...)



Introducción3

¿Alcanza con que me digan que hay un gato?



Introducción

De clasificación a detección

Clasificación
Hay un gato en la foto
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Localización
Hay un gato en la foto y está acá

Detección
Hay dos gatos en la foto y están
acá y acá



Antes vs ahora
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Felzenszwalb et. al., “Object Detection with Discriminatively Trained Part Based Models”, IEEE 
Transactions on Pattern Analysis and Machine Intelligence, 32, 2010.

Detected objects in a sample image (from the COCO dataset) (2017). Source: Google Research Blog.
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Introducción

¿Qué ve una computadora?

Una matriz muy muy grande.
Millones de entradas.
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Desafíos en la detección de objetos
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Introducción

Aprendizaje automático

Clásico

Extraigo features de las imágenes y las paso por un 
algoritmo de clasificación.

Deep learning

Paso la imagen directamente por un algoritmo de 
clasificación más complejo.
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Modelo
Estadístico



Aplicaciones de la detección de objetos
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CT scan of a lung cancer patient at the Jingdong Zhongmei private hospital in 
Yanjiao, China's Hebei Province (AP Photo/Andy Wong)

Hsieh et. al., “Drone-based Object Counting by Spatially Regularized Regional 
Proposal Networks”, ICCV 2017.

Source: Pinterest



Deep Learning



Deep Learning

Redes neuronales

Redes neuronales para clasificación, surge en los 80.

Utilización de convoluciones en estas redes (Yann LeCun, 1989), 
para crear redes neuronales convolucionales.
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Lector de dígitos en cheques.

LeNet-5, Yann LeCun, 1998.



Deep Learning

Convoluciones

Filtro que mira una región pequeña 
de la imagen y detecta un determinado 
patrón.
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Los encadeno y detecto patrones más 
complejos.



Deep Learning

Preguntas

¿Tengo que configurar estos filtros a mano?

No. Se infieren los parámetros mirando muchas imágenes.

Entrenamiento mediante descenso de gradiente.

¿Por qué ahora?
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GPUs Datos

ReLUs
Dropout
BatchNorm
Skip-conn
...



Figure from https://blog.heuritech.com/2016/02/29/a-brief-report-of-the-heuritech-deep-learning-meetup-5/

mapa de activaciones

Visualizando una red convolucional

Pre-entrenado:

15 Deep Learning



Deep Learning

¿Y la detección?

Qué está faltando:

● Estoy tratando con imágenes de tamaño fijo.

● Me detecta un único objeto (si hay más de uno, elige uno).

● No me da una ubicación.
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Detección de Objetos:
Faster R-CNN



Historia

Evolución de métodos propuestos a lo largo de tres años:

18 Faster R-CNN

2014

R-CNN - 
Girshick et. al.

2015

Fast R-CNN - 
Girshick.

2016

Faster R-CNN

Ren, Girshick et. al. “Faster R-CNN: 
Towards Real-Time Object Detection with 

Region Proposal Networks”,
CVPR 2016.



Faster R-CNN

Arquitectura

Faster R-CNN es un detector de objetos en dos etapas:

● Proposición de regiones interesantes. ¿Dónde vale la pena mirar?

● Análisis de regiones. ¿Hay algo en esas regiones?
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person (0.99)

bicycle (0.97)



Faster R-CNN

Proponiendo regiones (I)

¿Qué quiero? Regiones de interés, donde puede haber algo.

¿Con qué cuento? Mi red convolucional, con sus filtros y su mapa de activaciones.
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Hay una cara
No hay una pierna
Hay un ojo

No hay una cara
Hay una pierna
No hay un ojo

No hay una cara
No hay una pierna
No hay un ojo



Faster R-CNN

Proponiendo regiones (II)

También me puede ayudar con el tamaño:
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Uso dos clasificadores:

● Uno que me diga si parece haber un objeto.

● Otro que me diga qué tamaño tendría la caja.



Faster R-CNN

Proponiendo regiones (III)

Mi imagen puede tener cualquier tamaño. Uso cajas de referencia (o anchors) para 
modelar su ubicación:
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Posiciones del mapa de 
activaciones

Cajas de 
referencia

Cajas de referencia en 
un punto particular



Faster R-CNN

Usando las regiones (I)

Consideraciones:

● Todas estas regiones tienen tamaños distintos.

● Las activaciones salen de la región original (antes de agrandar).
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¿Se activan nuevos filtros en la región agrandada?

Vinculo nueva región con el mapa de activaciones. Y llevo a tamaño único.

Ahora sí tengo una descripción adecuada de mi región.



Faster R-CNN

Usando las regiones (II)

Paso por dos nuevos clasificadores:

● ¿Qué objeto es mi región? O clase background.

● ¿Cómo tengo que cambiar el tamaño la región?

24

Esto último lo hacemos por clase:



Faster R-CNN

Resumen

En definitiva:

● Utilizo mapa de activaciones como base.

● Propongo regiones en una primera etapa.

● Utilizo y refino regiones en una segunda.

Me quedo con las regiones que detectan objetos (buen puntaje).
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Faster R-CNN

¿Cómo se ve?
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Desafíos



Desafíos

Implementar de un paper

¿Cómo se publican los algoritmos? 
¡Todo texto, y manejate!
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Desafíos

Desafíos al implementar un paper
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Detalles de implemen- 
tación no tienen lugar 
en papers académicos

Los papers están 
congelados en el 
tiempo

Hay muchas 
formas de 
implementarlos



Data pipeline

Debugging

Entrenamiento

Visualización de datos

Evaluación

Deployment

Más allá del modelo

Distribuido

30 Desafíos

Tests unitarios

Monitoreo

Modelo



Luminoth



Luminoth

¿Qué es Luminoth?

Librería/herramienta open-source para visión por computadora detección de objetos.
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CLI 
tools

Modelos 
pre-entrenados

Cloud 
integration



Luminoth

Objetivos
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Simple y pronto para usar

Production ready

Open source

Código legible

Extensible y modular



$ pip install luminoth
$ lumi predict video.mp4 -k car
Found 1 files to predict.
Neither checkpoint not config 
specified, assuming `accurate`.
Predicting video.mp4
    [#############] 100% fps: 5.9

Simplicidad como objetivo
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Luminoth

Código abierto

 import sonnet as snt

 def RPN(snt.AbstractModule):
     def __init__(self, *args, name='rpn'):
         [...]  # submodules init, config
    
     def _build(self, inputs):

         # TensorFlow code.
         return outputs
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Building a toolkit

https://github.com/tryolabs/luminoth

Usando Luminoth
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$ pip install luminoth

$ lumi --help
Usage: lumi [OPTIONS] COMMAND [ARGS]...

Options:

  -h, --help  Show this message and exit.

Commands:

  checkpoint  Groups of commands to manage checkpoints

  cloud       Groups of commands to train models in the cloud

  dataset     Groups of commands to manage datasets

  eval        Evaluate trained (or training) models

  predict   Obtain a model's predictions

  server      Groups of commands to serve models

  train       Train models

https://github.com/tryolabs/luminoth


$ lumi dataset transform --type pascal --data-dir /data/pascal --output /data/

# Create tfrecords for optimizing data consumption.

$ lumi train --config pascal-fasterrcnn.yml

# Hours of training...

$ tensorboard --logdir jobs/

# On another GPU/Machine/CPU.

$ lumi eval --config pascal-fasterrcnn.yml

# Checks for new checkpoints and writes logs.

# Finally.

$ lumi server web --config pascal-fasterrcnn.yml

# Looks for checkpoint and loads it into a simple frontend/json API server.

Ciclo de uso de Luminoth
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Muchas gracias por escuchar! Preguntas?

github.com/tryolabs/luminoth@tryolabs@ganitsu

Agustín Azzinnari


